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GRUPOWANIE NIERUCHOMOSCI WSPOLNOT
MIESZKANIOWYCH Z WYKORZYSTANIEM SIECI
KOHONENA

Andrzej Muczynski

Uniwersytet Warminsko-Mazurski w Olsztynie

Streszczenie. W pracy przedstawiono wyniki badan w zakresie grupowania nieruchomosci
wspolnot mieszkaniowych z udzialem miasta Olsztyna. Procedure grupowania zrealizowa-
no z wykorzystaniem sztucznej sieci neuronowej Kohonena. W badaniach postuzono sig
zestawem cech obiektow obejmujacych takie zmienne wejSciowe, jak: udzial gminy we
wspolnocie, walory lokalizacyjne, stan zagospodarowania terenu i stan techniczny zabudo-
wy. Po nauczeniu i sprawdzeniu sieci uzyskano dwuwymiarowa mapg topologiczna od-
wzorowujaca osiem jednorodnych grup obiektéw poddanych badaniom. Na podstawie ob-
razu mapy i danych klasyfikacyjnych dokonano szczegétowej analizy i syntezy wynikow
grupowania. Z badan wynika, ze w przewazajacej liczbie wspodlnot mieszkaniowych
z udziatlem miasta Olsztyna gmina utracila wigkszo$¢ udzialow, a proces rozproszonej pry-
watyzacji koncentrowal si¢ w obiektach o dobrej lokalizacji i znacznych potrzebach re-
montowych. Grupowane obiekty cechowaly sig zréoznicowanymi walorami lokalizacji
ogolnej i szczegblowej oraz co najwyzej srednim stanem technicznym. Wytrenowana sie¢
jest zdolna do oceny nowych obiektow, nieprezentowanych w trakcie uczenia. Zastosowa-
na metoda grupowania okazata si¢ bardziej efektywna od metody k-$rednich, gdyz dopro-
wadzita do uzyskania skupien obiektow bardziej jednorodnych wewngtrznie. Podzial na
grupy metoda Kohonena byt ponadto bardziej przejrzysty i uzyteczny z punktu widzenia
przyjetego celu grupowania.

Slowa kluczowe: grupowanie, wspdlnoty mieszkaniowe, sieci Kohonena, gospodarka
nieruchomos$ciami

WPROWADZENIE

Grupowanie (z ang. clustering) polega na wyodrgbnianiu w danym zbiorze przedmio-
tow, obiektow czy zjawisk w miar¢ jednorodnych grup (podzbiorow, klas) z punktu wi-
dzenia okreslonego kryterium opartego na cechach analizowanych przedmiotow. Proces
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ten stanowi dzialanie pierwotne w stosunku do klasyfikacji, gdyz prowadzi do zdefinio-
wania wzorcdw klas (skupien) obicktéw, podczas gdy klasyfikacja polega na przyporzad-
kowaniu badanych obiektow — na podstawie ich cech — do okreslonych klas wzorcowych.
Z grupowaniem mamy zatem do czynienia wtedy, gdy przed podzialem zbioru wejscio-
wego nie jest okreslona ani liczba grup (klas) obiektow, ani nie sg znane przedzialy war-
tosci cech charakterystycznych. Zagadnienie grupowania zalicza si¢ do podstawowych
metod (technik) ekstrapolacji danych i pozyskiwania wiedzy. Pozwala ono na rozpozna-
nie jednorodnych przedmiotow badania utatwiajacych wyodrgbnienie ich zasadniczych
cech, a takze na redukcj¢ duzej liczby danych pierwotnych do kilku glownych kategorii,
co sprzyja zmnigjszeniu nakladu czasu i kosztow badan. W efekcie grupowania mozliwe
jest poznanie struktury danych, odkrycie zwiazkéw migdzy obicktami i ich atrybutami
oraz sformutowanie wnioskoéw uogdlniajacych.

Do rozwiagzywania zadan grupowania (klasyfikacji) obiektow w przypadkach gdy
brak jest a priori informacji o wzorcach klas obiektéw wykorzystywane sa powszechnie
metody taksonomii bezwzorcowej, czyli metody rozpoznawania bez nauczyciela, okresla-
ne tradycyjnie pojgciem analizy skupien [Muczynski, Mrozik 2009]. W jej sktad wchodzi
zbior metod statystycznych umozliwiajacych grupowanie danych w sensowne struktury
lub klasy poprzez analiz¢ podobienstw w obszarach poddanych badaniu. Klasyczne me-
tody analizy skupien prowadza do podziatu badanego zbioru na wzglgdnie jednorodne
klasy obiektow podobnych wedlug okreslonej miary podobienstwa, identyfikowanej zwy-
kle z odlegloscia migdzy nimi. Dynamicznie rozwijajace sig technologie pozyskiwania
i przetwarzania informacji w ostatnim dziesigcioleciu spowodowaly, Zze w procedurach
klasyfikacyjnych obok metod statystycznych wykorzystywane sa sztuczne sieci neurono-
we. Sg one systemami przetwarzania informacji symulujacymi dzialanie rzeczywistych,
funkcjonujacych w modzgu i uczacych si¢ struktur rozpoznajacych obickty [Muczynski,
Kotek 2007]. Sieci te wystepuja w dwdch formach: jako programy komputerowe urucha-
miane na mikrokomputerach typu PC i jako systemy wyspecjalizowane — tzw. neurokom-
putery — komputery wyposazone w elektroniczne uktady scalone odwzorowujace uktady
nerwowe. W problemach klasyfikacyjnych wykorzystuje si¢ r6zne typy sztucznych sieci
neuronowych, do trenowania ktérych stosuje si¢ zardwno metody uczenia z nauczycie-
lem, jak i bez nauczyciela. W metodach bezwzorcowych liczba neurondw wyjsciowych
rowna si¢ zwykle liczbie skupien, do ktorych maja by¢ zaklasyfikowane badane obiekty.
Jednym z najwazniejszych modeli neuronowych realizujacych procedurg grupowania
obiektéw wielocechowych bez korekty zewngtrznej (bez wzorca) jest sie¢ Kohonena.

Celem pracy jest przeprowadzenie grupowania nieruchomosci wspolnot mieszkanio-
wych z wykorzystaniem sztucznej sieci neuronowej Kohonena. Przedmiot badan stanowi
zasob nieruchomosci wspolnot mieszkaniowych z udziatem miasta Olsztyna. Procedury
badawcze zostaly tak ukierunkowane, aby wyniki grupowania dostarczyly uzytecznych
informacji do podejmowania decyzji w obszarze racjonalnej gospodarki nieruchomoscia-
mi. Uzyskane grupy (skupienia) obiektow jednorodnych powinny odzwierciedla¢ rzeczy-
wiste zroznicowanie badanego zasobu nieruchomosci wspdlnot mieszkaniowych z udzia-
fem gminy 1 wskazywa¢ wystepujace zaleznosci migdzy obiektami i ich atrybutami.
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SIECI KOHONENA JAKO NARZEDZIE GRUPOWANIA

Sieci Kohonena stanowig specyficzng klasg sztucznych sieci neuronowych wzorowa-
nych na wlasciwosciach topologicznych ludzkiego moézgu. Nalezg do klasy sieci samo-
uczacych i samoorganizujacych si¢ z wbudowang konkurencjg i mechanizmem sasiedz-
twa. Ich nazwa pochodzi od nazwiska finskiego uczonego Teuvo Kohonena, ktéry je
pierwszy skonstruowat i badat w latach 1979-1982 [Osowski 1996]. Sieci te wystepuja
w literaturze takze pod nazwa samoorganizujacych si¢ map cech (SOFM — self-organi-
zing feature maps). Odwzorowanie n-wymiarowych danych wejsciowych sieci na m-wy-
miarowy wektor wyjsciowy realizowane jest w trybie uczenia bez nauczyciela, co ozna-
cza, ze uzytkownik ma do dyspozycji jedynie wzorce wejsciowe, natomiast nie posiada
zadnych wzorcéw wyjscia. Podczas procesu uczenia w tym trybie dane uczace, zawiera-
jace wylacznie zmienne wejsciowe, pozwalaja na wykrycie 1 wykorzystanie pewnych
cech zawartych w sposob ukryty w danych (na przyktad ich wzajemnego podobienstwa),
nie ma natomiast z gory zdefiniowanego sygnalu wyjéciowego, oczekiwanego jako poza-
dana reakcja sieci. Bazujac na obserwacjach danych wejsciowych, sieci tego typu prébu-
ja nauczy¢ si¢ zatem samodzielnie ,,naturalnej” struktury danych, w tym rozpoznawania
skupien (grup obicktéw) wystepujacych w zbiorze nieskategoryzowanych danych ucza-
cych. Skupienie stanowi grupe danych (obiektéw) podobnych do siebie w jakims$ stopniu,
natomiast dane nalezace do réznych skupien réznig si¢ migdzy soba. Mozna przyjac,
7e poszczegolne neurony bgda rozpoznawaty poszezegdlne skupienia danych. Analizo-
wane sieci mogg ponadto nauczy¢ si¢ kojarzenia podobnych klas danych — bez wzgledu
na to, ile i jakie sa kryteria podobienstwa danych. Dzicki projekcji wykonanej przez sieé
Kohonena uzytkownik moze zatem lepiej zrozumie¢ dane, co umozliwia ulepszenie pro-
cesu ich dalszej analizy 1 wykorzystania — za pomoca tej samej sieci neuronowej lub
z wykorzystaniem innych narzedzi [StatSoft 2001]. W zwiazku z tym gléwnym zastoso-
waniem sieci Kohonena jest grupowanie i klasyfikowanie danych (obicktéw) wejscio-
wych w sensowne skupienia zgodnie z wewngtrzng ich logika (bez wzorcow 1 korekt ze-
wngtrznych). Podobne dane wejsciowe sg klasyfikowane do tej samej grupy, natomiast
powstale grupy rozpoznawane sa przez sie¢ na podstawie korelacji danych wejsciowych
[Witkowska 2002]. Dzieje si¢ tak dzigki procesowi samoorganizacji sieci, w wyniku ktd-
rej zblizone do siebie skupienia danych reprezentowane sa przez polozone blisko siebie
neurony warstwy wyjsciowej, co powoduje, ze neurony te tworza mape topologiczng da-
nych wej$ciowych, ktéra stanowi narzedzie wizualizacji stopnia podobienstwa pomigdzy
klasami [Tadeusiewicz 1998].

Sieci Kohonena posiadaja w swej strukturze dwie warstwy neurondw: warstwe wej-
$ciowa oraz warstwg wyjsciowa (zwana konkurencyjng lub Kohonena) skladajaca sig
z neurondéw radialnych, ktoéra po wytrenowaniu sieci tworzy mapg topologiczna. Warstwa
wejsciowa zbudowana jest z tylu neurondw, ile zmiennych (cech) opisuja wektory danych
wejSciowych. Neurony tej warstwy nie przetwarzaja wprowadzanych do sieci danych,
a tylko przekazuja sygnat wejsciowy do neurondéw warstwy wyjsciowej. Z kolei warstwa
wyjsciowa sktada si¢ z pewnej — ustalonej przez projektanta — liczby neuronéw przetwa-
rzajacych wyposazonych w radialng funkcjg wyznaczajacq potencjat postsynaptyczny.
Neurony tego typu realizuja klasyfikacje sygnalow poprzez pomiar odleglosci punktow
reprezentowanych przez wektory wejsciowe od $rodkéw hipersfer wyznaczonych przez
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wektory wag neuronéw warstwy wyjsciowe]j. Cecha wyrdzniajaca warstwe tworzaca
mapg topologiczna jest to, ze jest ona dwuwymiarowa (tzn. zbiorowos¢ neuronow wyj-
$ciowych ulozona jest w regularna siatke rozciagajaca si¢ w dwoch kierunkach). Neurony
tej warstwy nie sg ze sobg potaczone, natomiast dla wygody interpretacji wynikow przy-
jeto model, w ktorym neurony te stanowig jak gdyby wegzly dwuwymiarowej siatki
o kwadratowych oczkach. W procesie uczenia sieci siatka ta moze by¢ dowolnie zginana
1 wykrzywiana w n-wymiarowej przestrzeni wejs¢ w taki sposob, aby mapa topologiczna
zachowala oryginalna strukturg danych wejsciowych.

Do uczenia sieci Kohonena wykorzystywany jest algorytm iteracyjny, zwany ucze-
niem konkurencyjnym lub uczeniem typu ,,zwycigzca bierze wszystko”. Uczenie rozpo-
czyna si¢ od losowe;j inicjalizacji wag neurondow wyjsciowych (centrow radialnych). Na-
stepnie na wejscia sieci wprowadzane sa warto$ci zmiennych (cech) objasniajacych,
opisujacych kolejne obiekty. Neurony sieci w odpowiedzi na sygnal wejsciowy rywalizu-
ja ze soba 1 w kazdym przypadku zostanie wyszukany taki neuron wyjsciowy, ktorego
wagi sg w najwigkszym stopniu zblizone do wektora wartosci wejsciowych. Neuron ten,
zwany neuronem zwycigskim, reprezentuje centrum najbardziej zblizone do prezentowa-
nego na wejsciu przypadku uczacego. To wybor neuronu zwycigskiego decyduje o sposo-
bie zakwalifikowania danej wej$ciowe]. Nastepnie wagi neuronu zwycigskiego modyfiko-
wane sa w taki sposdb, aby upodobni¢ jego wzorzec do wektora wejsciowego. Wraz
z neuronem zwycigskim w podobny sposob modyfikowane sg wagi neuronow sasiednich
— wyznaczonych w oparciu o przyjgty wzor topologii sieci. Algorytm iteracyjny dziata
przez duza liczbe epok w taki sposob, ze w trakcie kazdej epoki prezentowany jest kazdy
z przypadkow uczacych [StatSoft 2001). W trakcie procesu uczenia stopniowo zmniej-
szany jest wspotczynnik uczenia (odpowiadajacy za skalg kazdorazowej modyfikacji neu-
rondéw) oraz wielko$¢ sasiedztwa. Stad tez w poczatkowej fazie uczenia algorytm tworzy
przyblizona mapg topologiczna, ktora nastgpnie precyzyjnie dostraja, tak aby pojedyncze
neurony odpowiadaty niewielkim skupieniom podobnych do siebie przypadkéw wejscio-
wych. W tych pozniejszych etapach procesu uczenia pojedyncze neurony wchodzace
w sktad skupienia sg precyzyjnie ,,rozprowadzane” z uwzglednieniem réznych form po-
wiazanych ze soba przypadkow [Tadeusiewicz 1998]. Dzigki temu nawet maty stopien
zrdznicowania poszczegodlnych ,,podgrup” danych wejsciowych wchodzacych w sklad
rozpoznawanej grupy moze zosta¢ uwzgledniony w formie oddzielnych (ale sasiaduja-
cych ze soba) neurondw sieci bedacych ich detektorami. Przedstawiona procedura uczaca
prowadzi zatem nie tylko do wyznaczenia centréw skupien w wielowymiarowej prze-
strzeni wejsc, ale takze dodatkowo porzadkuje neurony w taki sposdb, ze neurony repre-
zentujace centra potozone blisko siebie w przestrzeni wej$é sa rowniez usytuowane bli-
sko siebie na modelu dwuwymiarowe]j mapy topologicznej. Oznacza to w praktyce, ze im
bardziej dwa obickty beda do siebie podobne, to tym blizej sicbie znajdowaé si¢ beda
odpowiadajace im neurony na mapie topologicznej.

Po nauczeniu sieci Kohonena poprawnego rozpoznawania struktury prezentowanych
danych wejsciowych mozna jej uzy¢ jako narzedzia przeprowadzajacego grupowanie
obiektow 1 wizualizacjg danych w celu ich lepszego poznania. Przedtem nalezy jednak
sprawdzi¢, czy sie¢ jest juz wystarczajaco wytrenowana. Shuzy¢ do tego moze statystyka
opisujaca czgsto$é zwycigstw neurondéw, ukazujaca ile razy kazdy z nich zwyciezyt pod-
czas prezentacji danych uczacych [StatSoft 2001]. Pozwala ona na obserwowanie, gdzie
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na mapie topologicznej tworza si¢ skupienia o najwigkszej czgstodci wystepowania
obicktow wejsciowych. Wysokie czgsto$ei zwycigstw neurondow wskazuja na wyraznie
uksztaltowane skupienia na mapie topologicznej, natomiast neurony z zerowg czgstoscia
zwycigstw §wiadcza o niecalkowitym powodzeniu uczenia, gdyz nie zostaly one wyko-
rzystane podczas uczenia, a zatem sie¢ nie wykorzystata wszystkich dostgpnych w niej
zasobow. Do oceny poprawnosci dzialania sieci istotne jest, aby statystyki czgstosci zwy-
cigstw neuronow w zbiorze uczacym odpowiadaty podzialowi na skupienia w zbiorze
walidacyjnym. Waznym elementem przygotowania sieci do uzytkowania jest ponadto
wlasciwe opisanie mapy topologicznej przez identyfikacjg uzyskanych skupien i ich zna-
czen. Na te] podstawie nastgpuje przypisanie okre$lonych etykiet (nazw) do neurondéw
wchodzacych w sktad mapy topologicznej, co pozwala na dokonanie poglgbionej analizy
jakosciowej wszelkich danych podawanych na wejscia sieci. Tak przygotowana siec jest
zdolna do klasyfikowania nowych przypadkdéw, dzicki swej zdolnodci do uogélniania
wiedzy zdobytej w trakcie uczenia.

MATERIAL, METODY I PRZEBIEG BADAN

Przedmiot grupowania stanowi zbior nieruchomosci wspoélnot mieszkaniowych
z udzialem miasta Olsztyna. Na podstawie informacji wstgpnych stwierdzono, ze prze-
znaczony do badan zasdb wspdlnot mieszkaniowych sklada si¢ z 680 obiektow, ktore
charakteryzuje znaczne zréznicowanie waloréw lokalizacyjnych, sposobu zagospodaro-
wania i stanu technicznego budynkéw. Celem procedur grupowania jest przeprowadzenie
nienadzorowanego podzialu badanego zbioru nieruchomos$ci na w miarg jednorodne gru-
py obiektéw z uwzglednieniem potrzeb wynikajacych z gospodarki nieruchomosciami.
Proces grupowania nieruchomos$ci wspdlnot mieszkaniowych zrealizowano metoda anali-
zy skupiefi z zastosowaniem sztucznej sieci neuronowej Kohonena. Analizy wykonano
z wykorzystaniem programu komputerowego Statistica.Pl 8.0 Firmy StatSoft, w tym
szczegoOlnie aplikacji specjalistycznej zawartej w tym programie o nazwie Sieci Neurono-
we. W trakcie konstruowania i testowania sieci wykorzystano narzgdzie wspomagajace,
jakim jest Automatyczny Projektant Sieci. Narzgdzie to ocenia automatycznie duza liczbe
roznych architektur sieci o réznym stopniu zlozono$ci, wybierajac zbidr tych, ktére naj-
bardziej odpowiadaja danemu problemowi.

W pierwszym etapie badan przeprowadzono wstepny dobdr i kwantyfikacje cech dia-
gnostycznych we wszystkich nieruchomosciach wspdlnot mieszkaniowych z udzialem
gminy Olsztyn stanowigcych przedmiot grupowania. Nastgpnie przystapiono do groma-
dzenia danych surowych o stanach tych cech w poszczegélnych obiektach. Zbierajac
dane zrodlowe, wykorzystano informacje zawarte w rejestrach prowadzonych przez jed-
nostki gminne oraz dane z wywiadu terenowego. Wybierajac cechy wzigto pod uwage cel
grupowania, wzgledy merytoryczne wynikajace z gospodarki nieruchomo$ciami, prze-
stanki statystyczne oraz dostgpno$¢ 1 wiarygodno$¢ informacji zrodlowych. Do wstgpnie
wybranego zestawu cech opisujacych badany zbidr obiektow zaliczono zestaw nastgpuja-
cych dziewigciu zmiennych:

a) udzial wlasno$ci gminy we wspolnocie mieszkaniowej — X~
b) walory lokalizacji ogélnej nieruchomosci — X7
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¢) walory lokalizacji szczeg6élowej nieruchomosci — X ¢

d) stan zagospodarowania terenu wokot budynku X

¢) stan techniczny: elewacji budynku — X, dachu budynku — X}, », klatek schodowych —
Xig schodow i drzwi zewngtrznych — X, oraz stolarki okiennej — X ..

Sposdb kwantyfikacji wytypowanych cech oparto na skalach porzadkowych. Kwanty-
fikacja polegala na przypisaniu badanym cechom okreslonych wartosci liczbowych. Opi-
sujac cechy ilosciowe przyjcto zasade, ze warto$¢ zmiennej odwzorowuje przedziaty
zmienno$ci wartos$ci cechy. Cechy jakosciowe odwzorowano z kolei za pomoca skal
interwalowych, w ktorych liczbg interwalow powiazano z zakresem zmiennosci cechy
w populacji. W wyniku tych analiz stany poszczegodlnych cech diagnostycznych wyrazo-
no odpowiednio na skalach trzy- Iub pigciostopniowych, a wyr6znionym stopniom przy-
pisano liczby naturalne wedlug przestanek wynikajacych z gospodarki nieruchomosciami.
W rezultacie przyjeto nastepujacy sposdb kwantyfikacji stanow wyrdznionych cech dia-
gnostycznych:

— udzial wlasno$ci gminy we wspolnocie mieszkaniowej (X;;;) opisano skalg trzystop-
niowa: wysoki (powyzej 80%) — 3, $redni (50-80%) — 2 oraz niski (ponizej 50%) — 1.

— walory lokalizacji ogolnej (X; ) i szczegotowej (X o) opisano skala trzystopniowa:
lokalizacja bardzo dobra — 3, lokalizacja §rednia — 2 oraz lokalizacja zta — 1.

— pozostate cechy X,r, Xpp, Xpp, Xpq, Xop, X Opisano skalg pigciostopniowa: stan
bardzo dobry — 5, dobry — 4, $redni -3, zty -2 i bardzo zly — 1.

W drugim etapie badan dokonano przegladu i sprawdzenia zebranych danych suro-
wych pod wzgledem ich wiarygodnosci i kompletnosci. Nastegpnie przeprowadzono wery-
fikacj¢ wstepnie wytypowanego zestawu cech diagnostycznych polegajaca na eliminacji
zmiennych silne skorelowanych migdzy soba i wprowadzeniu w ich migjsce zmiennych
agregatowych. Zabieg ten wykonano w odniesieniu do pigciu cech stanu technicznego:
Xpp Xpp» Xxg» Xsp 1 Xpg» ktore zastapiono zmienng agregatowa Xy, opisujaca stan
techniczny elementow budynku wspdlnoty mieszkaniowej. W efekcie tych dziatan uzy-
skano wektor pigeiu cech diagnostycznych — opisanych symbolami: X, X; 5, Xop Xieo

Xppo ktorym nadano status zmiennych wejsciowych. Wartosci tych cech jako parametry
poszczegolnych przypadkéw wejsciowych wykorzystano w procedurze konstruowania
1 uczenia sieci neuronowej rozwigzujacej zadanie grupowania.

W trzecim etapie badan przeprowadzono wlasciwy proces grupowania nieruchomogci
wspalnot mieszkaniowych z udzialem miasta Olsztyna za pomocg sieci Kohonena. Jako
typ problemu w aplikacji komputerowej wybrano analiz¢ skupien z opcja samoorganizu-
jacej sig¢ mapy cech. Na wstepie zbior 680 przypadkow podzielono losowo na trzy pod-
zbiory: uczacy (do uczenia sieci: 70% zbioru), walidacyjny (do $§ledzenia bledu dziatania
sieci: 15% zbioru) oraz testowy (do niezaleznej oceny dziatania sieci: 15% zbioru).
W dalszej kolejnosci zrealizowano liczne proby samouczenia sieci neuronowej w powiaza-
niu z wariantowym poszukiwaniem najlepszych wymiaréw mapy topologicznej do rozwia-
zania postawionego zadania w dostgpnym zbiorze uczacym. Podczas eksperymentowania
mapie topologicznej nadawano zréznicowane formy i rozmiary. Do przeprowadzenia
ostatniego trenowania sieci wykorzystano sie¢ o wymiarach 2 x 4, tzn. z 8 neuronami na
wyjséciu. Czas trwania uczenia wyniost 10 000 epok, a jego szybkos¢ na poziomie od
0,001 do 0,0001. Parametr sasiedztwa zmienial si¢ od 1 (na poczatku) do 0 (na koncu).
Analizujac bledy dziatania sieci neuronowej uznano, ze tym razem sie¢ zostala nauczona
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w spos6b poprawny [Kozicki 2009]. Liczba grup (skupien) obiektow rowniez wydaje
sie by¢ odpowiednia z punktu widzenia przyjetego celu grupowania. Architektura sieci
Kohonena ostatecznie uformowana do rozwigzania zadania grupowania nieruchomosci
wspdélnot mieszkaniowych z udziatem miasta Olsztyna sktada sie zatem z pieciu neuro-
néw w warstwie wejsciowej i oSmiu neuronéw na wyjsciu sieci.

WYNIKI BADAN | DYSKUSJA

Szczegbtowe wyniki badan empirycznych dotyczgcych podziatu zbioru przedmioto-
wych nieruchomosci na jednorodne grupy przedstawiono na podstawie danych uzyska-
nych przez Kozickiego [2009]. Graficzny obraz wykonanego grupowania zaprezentowano
za pomocg mapy topologicznej, ktorej nadano forme dwuwymiarowej siatki kwadratéw
(rys. 1). Mapa ta, przedstawiajac obraz warstwy wyjsciowej sieci nauczonej grupowania
sygnatow (obiektdw) wejsciowych, sktada sie z dwoch wierszy i czterech kolumn. W we-
ztach siatki znajduje sie osiem wyraznych skupien odzwierciedlajagcych ,$lady” zwy-
ciestw kazdego z neurondéw radialnych bedacego jednoczesnie detektorem podobnych do
siebie przypadkow (obiektéw) prezentowanych na wejsciu sieci. Mapa topologiczna, po-
przez wizualizacje zaleznosci miedzy obiektami w pieciowymiarowej przestrzeni wejs¢,
pozwala na zbadanie stopnia podobienstwa obiektow potozonych wewnatrz kazdej
z grup, jak réwniez na ocene relacji podobienstwa zachodzacego miedzy wyréznionymi
grupami obiektéw jednorodnych.

grupa 1 grupa 2 grupa 3 grupa 4

grupa 5 grupa 6 grupa 7 grupa 8

Rys. 1. Mapa topologiczna sieci Kohonena w wyniku grupowania nieruchomosci wspolnot
mieszkaniowych z udziatem miasta Olsztyna [na podstawie Kozickiego 2009]

Fig. 1. Self-organized feature map of housing community properties that the Olsztyn Commune
have a share in [on the basis of Kozicki 2009]
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Z obrazu mapy topologicznej wynika, ze badana zbiorowos$¢ 680 nieruchomosci
wspolnot mieszkaniowych z udziatem miasta Olsztyna zostata podzielona na osiem jed-
norodnych grup obiektow podobnych do siebie z uwzglednieniem stanéw przyjetych
zmiennych wejsciowych. Grupy te sq podzbiorami roztagcznymi o réznym stopniu we-
wnetrznego podobienstwa obiektéw jednorodnych i zréznicowanej liczebnos$ci. Najbar-
dziej liczna okazata sie grupa 1, w ktdrej neuron zwycieski wykazat swojg aktywnos$é
118 razy. Z kolei najmniej liczna jest grupa 3, gdzie neuron zwycieski byt aktywowany
zaledwie 46 razy. Szczegb6towe dane odnosnie liczby obiektéw w poszczegdlnych gru-
pach zawarto w tabeli 1. W tabeli tej przedstawiono ponadto wyniki zaagregowanych da-
nych klasyfikacyjnych o cechach obiektéw wewnatrz grup na podstawie dominujacych
(najczesciej wystepujacych) standw wartosci zmiennych diagnostycznych.

Z danych zestawionych w tabeli 1 wynika, ze w kazdej z grup wystepuja po 2-3 ce-
chy przyjmujace wartosci w tym samym przedziale zmiennosci, co sprawia, ze zmienne
te determinujg przynaleznos¢ obiektu do okreslonej grupy. Do cech majacych decydujacy
wplyw na uzyskane wyniki grupowania nalezy zatem zaliczy¢: udziat wiasnosci gminy
X UG, lokalizacje 0g6IngXLO0 i szczeg6towgXLS oraz zmienng agregatowg stanu technicz-
nego XBM (grupa 6 i 7). Dane z tabeli 1 pokazuja, ze w badanym zbiorze obiektéw prze-
wazajg wspolnoty o niskim udziale wtasnosci komunalnej, w ktérych gmina utracita

Tabela 1. Zestawienie jednorodnych grup nieruchomosci wspoélnot mieszkaniowych z udziatem
miasta Olsztyna (ujecie syntetyczne)

Table 1. Homogeneous housing community properties clustering with the share of Olsztyn
Commune (synthetic deception)

N grupy Liczba Dominujace stany zmiennych wej$ciowych w poszczegdlnych grupach obiektow
Number obiektow Dominating features in particular groups of objects
ofarou Quantity
group ofobjects X g X10 X s X2T X m
1 18 niski zly/$redni zly zly/Sredni zly/$redni
low bad/medium bad bad/medium bad/medium
) 63 niski bdb zly/$redni db/bdb $redni/db
low very good bad/medium  good/very good medium/good
3 % niski $redni $redni sredni/db $redni/db
low medium medium medium/good medium/good
4 103 niski/$redni zly $redni sredni/db Sredni
low/medium bad medium medium/good medium
5 a1 niski bdb zly/$redni zly/sredni zly/$redni
low very good bad/medium bad/medium bad/medium
6 95 niski Sredni Sredni zly/sredni zly
low medium medium bad/medium bad
7 0 wysoki bdb $redni sredni/db db
high very good medium medium/good good
8 3 niski/$redni Sredni/zly bdb db $redni/db
low/medium medium/bad very good good medium/good

Zrédlo: Opracowanie wiasne na podstawie Kozickiego [2009]
Source: Authors’ own study on the basis of Kozicki [2009]
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wigkszo$¢ udziatow. Jest to konsekwencja szerokiej wyprzedazy mieszkan komunalnych,
zrealizowanej przez gming prawie wylacznie metoda prywatyzacji rozproszonej. Wpraw-
dzie sprzedawano lokale w budynkach polozonych w catym miescie, mozna jednak za-
uwazy¢, ze proces prywatyzacji koncentrowal si¢ przede wszystkim na obiektach o do-
brej lokalizacji (grupy: 2, 3 i 5) i/lub na obiektach, ktore byty w ztym stanie technicznym
(grupy 1 1 6). Z kolei w budynkach o relatywnie dobrym stanie technicznym i starannym
zagospodarowaniu terenu gmina zachowala w dalszym ciggu wysokie udzialy (grupy: 4,
7 1 8). Stwierdzono takze, ze wickszo$¢ obicktoéw znajduje si¢ albo w strefic centralnej
miasta, albo w niewielkim oddaleniu od centrum. Badane obiekty charakteryzuja sig bar-
dzo zroznicowanymi walorami lokalizacji szczegolowej wykazujacymi dodatnia korela-
cjg ze stanem zagospodarowania terenu. Nalezy ponadto podkresli¢, ze ogolny stan tech-
niczny analizowanych nieruchomosci wspolnot mieszkaniowych ksztaltuje si¢ — poza
wyjatkami (w grupie 7) — na poziomie $rednim i ponizej niego. Stan ten nieznacznie si¢
poprawia w obicktach mtodszych — polozonych dalej od centrum. Wskazuje to na pasywna
gospodarke remontowg realizowana we wspolnotach mieszkaniowych z udziatem gminy.

W ostatniej fazie badan przeprowadzono oceng jakos$ci grupowania z wykorzystaniem
sieci Kohonena poprzez poréwnanie zmienno$ci obiektéw wewnatrz poszczegodlnych
skupien (grup) ze zmienno$cia wystgpujaca po zastosowaniu innej niezaleznej metody
grupowania. Do poréwnania wybrano nichierarchiczng metode k-$rednich, natomiast jako
miernik stopnia zmienno$ci obiektow przyjgto wariancje wewnatrzgrupowa. Analizujac
empiryczne wartosci wariancji w obu metodach grupowania stwierdzono, ze w kazdej
z badanych grup obiektéw znacznie nizsze wartosci wariancji uzyskano w metodzie wy-
korzystujacej sie¢ Kohonena niz w metodzie k-§rednich. Wynika stad, ze grupy obiektéw
otrzymane w efekcie uczenia sieci sa wewngtrznie bardziej jednorodne. Na podstawie ich
analizy mozna ponadto zaobserwowac bardziej wyraziste i uzyteczne zaleznosci z punktu
widzenia gospodarki nieruchomog$ciami.

PODSUMOWANIE I WNIOSKI

Specyficzne whasciwosci sieci Kohonena, konstruowanych na wzor sieci neurono-
wych w przyrodzie, umozliwiaja ich zastosowanie w procedurach grupowania i klasyfika-
¢ji danych pochodzacych z réznych Zrodel. Sieci tego rodzaju sa predysponowane do
rozwiazywania ztozonych zadan klasyfikacji, w tym szczegélnie w przypadkach duzej
liczby danych i braku prostych regut klasyfikacji. Warunkiem prawidtowego uczenia sieci
jest istnienie redundancji informacji w danych wejsciowych, ktéra shizy sieciom do roz-
poznania prawidlowosci w ciagach uczacych. Samoczynnie uformowane skupienia obiek-
tow reprezentowane sa przez neurony warstwy konkurencyjnej, natomiast uporzadkowa-
nie topologiczne osiggane jest przez zastosowanie koncepcji sasiedztwa. Szczegdlna
uzyteczno$¢ metody Kohonena wyraza si¢ w tworzeniu mapy topologicznej. Na podsta-
wie wizualnej oceny stopnia podobienstwa skupien obiektow na mapie mozliwe jest lep-
sze zrozumienie danych i ich poglebiona analiza. Nalezy podkresli¢, ze podziat badanego
zbioru na grupy obiektow jednorodnych zastosowang metoda nie jest jedynie aktem jed-
norazowym. Wytrenowana sie¢ jest bowiem przydatna do oceny nowych obiektow, dzicki
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zdolnosci do uogdIniania wiedzy nabytej w trakcie uczenia. Moze zatem spetliac funkcje
detektora sygnalizujacego pojawianie si¢ nowosci.

Przeprowadzone analizy 1 badania pozwolily na sformutowanie nastgpujacych wnioskow:

1. Efekty zastosowania sieci Kohonena, jako narzedzia analizy skupien obicktow
w zbiorze obicktow wielocechowych, dowodza, Ze sieci tego typu moga by¢ z powodze-
niem stosowane do rozwigzywania zadan grupowania i klasyfikacji nieruchomosci wspol-
not mieszkaniowych na potrzeby gospodarki nieruchomosciami. Zastosowana metoda
grupowania doprowadzita do jednoznacznego podzialu badanego zbioru na rozlaczne
skupienia obiektow jak najbardziej podobnych do siebie pod wzgledem przyjetych cech
1 jednocze$nie maksymalnie réznigcych si¢ od obiektéw z innych skupien.

2. Analiza 1 ocena uzyskanych grup obiektow prowadzi do rozpoznania rzeczywistego
zroznicowania zbioru wspolnot mieszkaniowych z udziatem miasta Olsztyna, jak réwniez
do identyfikacji faktycznych zalezno$ci migdzy obiektami i ich atrybutami. Na tej podsta-
wie mozliwe jest sformulowanie wnioskdw uogdlniajacych, uzytecznych do podejmowa-
nia decyzji w gospodarce nieruchomosciami. Moga one dotyczy¢ takich obszarow jak
np.: polityka prywatyzacyjna, gospodarka remontowa i modernizacyjna, czy tez prze-
mieszczenia lokatoréw mieszkan komunalnych wewnatrz zasobu.

3. Z punktu widzenia efektywnej 1 skutecznej gospodarki nieruchomo$ciami komunal-
nymi badany zasob wspolnot mieszkaniowych nie moze by¢ traktowany jako zbior jedno-
rodny. Wyniki badan potwierdzaja rozwarstwienie tego zasobu na osiem grup obiektow
podobnych. Do cech determinujacych wyniki grupowania zaliczono: udzial wlasnosci
gminy, lokalizacj¢ 0gdlng i szczegdtowa oraz stan techniczny obiektu.

4. W przewazajacej liczbie wspdlnot mieszkaniowych z udzialem miasta Olsztyna
gmina utracila wigkszo$¢ udziatdéw. Wynika to z konsekwentnej sprzedazy mieszkan ko-
munalnych metoda prywatyzacji rozproszonej. Proces prywatyzacji koncentrowal si¢ na
ogol w obiektach o dobrej lokalizacji 1 znacznych potrzebach remontowych. Badane
obiekty charakteryzuja si¢ bardzo zréznicowanymi walorami lokalizacji oraz co najwyzej
$rednim stanem technicznym. Gospodarka remontowa wspdlnot z udzialem gminy byla
pasywna.

5. Metoda grupowania wykorzystujaca sie¢ Kohonena okazala si¢ bardziej efektywna
od metody &-srednich. Nizsze wariancje wewnatrzgrupowe w metodzie Kohonena $wiad-
cza o tym, Ze sie¢ w efekcie samouczenia precyzyjniej wyznaczyla potozenie centroidow
w wielowymiarowej przestrzeni cech. Podzial zbiorowosci na skupienia ta metoda byt
ponadto bardziej przejrzysty i uzyteczniejszy z punktu widzenia przyjgtego celu grupo-
wania.
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THE CLUSTERING OF HOUSING COMMUNITY PROPERTIES WITH
THE USE OF SOFM (SELF-ORGANIZING FEATURE MAPS) METHOD

Abstract. The following paper presents the results of a housing community clustering
research that has been carried out in Olsztyn city. The clustering procedure was realized
with the use of the SOFM (self-organizing feature maps) method. The method required
particular property features application. These involved: commune share in a housing
community, location, land management, condition of the buildings. Having learned and
verified the tool a two dimension topological map was made that organized the researched
object into eight homogeneous groups. On the basis of the maps and classifying data
detailed analysis and cluster synthesis of the given results has been made. The results
show that in most of the housing community properties that the Olsztyn commune had
a share in, moste of the communes’ shares significantly decreased and the process
of scattered privatization was concentrated among properties that had good location and
a big need of renovation. The clustered objects differed in terms of their location (general
and detailed) and at most medium technical condition. The learned tool is capable
of object assessment that has not been presented during the process of learning.
The adopted method occurred to be much more effective than the k-average method
because if has given much more internally homogenous clusters of the objects. Moreover
the given clusters were more transparent and useful in terms of the assumed aim
of clustering.

Key words: clustering, housing community, SOFM (self-organizing feature maps), real
estate management
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