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Wplyw opisu danych na efektywnos$¢ uczenia oraz pracy
sztucznej sieci neuronowej na przykladzie identyfikacji
bialek

Wstep

Sztuczne sieci neuronowe stanowig jedng z metod implementacji sztucznej
inteligencji. Inspiracjg do ich budowy byly uktady nerwowe istot zywych. Dla-
tego tez sztuczne sieci neuronowe, podobnie jak ich biologiczne pierwowzory,
zbudowane s3 z neuronéw, a niecodzownym etapem ich funkcjonowania jest
uczenie, ktore stanowi podstawowa metode zdobywania przez sie¢ wiedzy [Ta-
deusiewicz 1993: 10]. Uczenie sieci polega na modyfikacji wag neuronow, tak
aby wyposazy¢ je w niezb¢dng wiedzg, gdyz to wlasnie w wagach zgromadzona
jest cata wiedza sieci [Hebb 1949: 2]. Sam proces uczenia sieci neuronowej mo-
ze mie¢ charakter uczenia nadzorowanego badz uczenia nienadzorowanego [Ta-
deusiewicz 1993: 10] i w pewnym sensie mozna go traktowa¢ jako odpowiednik
programowania znanego z informatyki klasycznej. Przebieg procesu uczenia
sztucznej sieci neuronowej ma charakter w duzej mierze stochastyczny, a wiec
w pewnym zakresie nieprzewidywalny. Projektujac sztuczng sie¢ neuronowa,
dazymy do tego, aby zakres nieprzewidywalnosci procesu uczenia byt jak naj-
mniejszy — niestety, literatura nie podaje gotowych metod, co robi¢, aby sie¢ na
pewno si¢ nauczyla i aby jej dziatanie bylo maksymalnie efektywne. Autorzy
opracowan poruszajacych zagadnienie uczenia sztucznych sieci neuronowych
podkreslaja jednak, iz zdecydowanie wigksza efektywnos¢ i przewidywalnosé
uczenia sieci uzyskuje si¢ stosujgc metody uczenia nadzorowanego.

Uczenie nadzorowane

Uczenie nadzorowane polega na prezentacji sieci neuronowej opisu obiektu
0; wraz z etykieta t; klasy c;, do ktorej jest on zaliczony [Stapor 2005: 5]. Zada-
niem systemu w naszym przypadku sieci neuronowej jest znalezienie funkcji
f przyporzadkowujacej kazdemu obiektowi odpowiednig klase (rys. 1). Zbior
uczacy w przypadku uczenia nadzorowanego mozna formalnie opisa¢ zalezno-
scig:

0 ={(x:= opis(od, t; =)} _ @
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gdzie: U — zbidr uczacy,
N — liczba obiektow w zbiorze uczacym,
0; — i-ty obiekt nalezacy do zbioru uczacego (opis obiektu),
X; — wektor cech i-tego obiektu,
t; — etykieta j-tej klasy (klasy do ktorej nalezy i-ty obiekt),
f — funkcja kwalifikujaca.

/ Zbior obiektow Zbior klas \

klasa ¢,
Szukana funkcja f klasa c,
klasa c3

W Grupa obicktéw nalezgcych do
zbioru uczacego U /

Rys. 1. Schemat zaleznos$ci pomiedzy zbiorem przykladéw, zbiorem Kklas
oraz szukana funkcja segregujaca (kwalifikujaca)

/ Zbiér obiektow Opisy klas Zbiér klas \
Opis klas
kodem 1
Opis klas
kodem 2
klasa ¢,
klasa c,
klasa c3
Opis klas
kodem k

Rys. 2. Schemat zaleznosci pomiedzy zbiorem przykladow, zbiorem klas
oraz szukang funkcja segregujaca (kwalifikujaca)
uwzgledniajacy rézne sposoby kodowania klas

Zauwazmy, iz zgodnie z zalezno$cig (1) funkcja f przyporzadkowuje obiekt do

etykiety klasy, a nie do klasy. Etykieta wprawdzie jednoznacznie okresla klase, jed-
nak tatwo sobie wyobrazi¢, iz mozna stosowa¢ rozne formy opisu etykiet klas —
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roézne metody ich kodowania. W konsekwencji prowadzi to do sytuacji, ze w zalez-
nosci od przyjetego sposobu kodowania szukana jest inna funkcja kwalifikujaca f
(rys. 2). Tym samym oczywiste wydaje si¢, iz dobdr sposobu opisu klas (sposobu
ich zakodowania) moze miec¢ istotny wptyw na to, czy istnieje satysfakcjonujaca nas
funkcja kwalifikujaca f oraz jak tatwo mozna jg odnalez¢.

Dla nietrywialnych przypadkéw najczesciej nie jest mozliwe znalezienie
funkcji segregujacej f, ktora prawidlowo klasyfikowataby wszystkie obiekty.
Dlatego tez w procesie uczenia dopuszcza si¢ pewng liczbg blednych klasyfika-
cji — poszukujac przyblizenia funkcjg ¢ szukanej funkcji f. Bardzo wazne jest
dobranie wtasciwego kryterium oceny przyblizenia — tak aby mozliwe bylo jego
znalezienie, a jednoczesnie aby byto ono jak najlepsze [Stapor 2005: 9].

Zakres i metodologia badan

Celem pracy byto zbadanie, jaki wptyw na skuteczno$¢ uczenia nadzorowa-
nego sieci oraz na efektywnos¢ jej pracy moze mie¢ sposob, w jaki zakodowano
dane wykorzystywane do jej uczenia. Testy przeprowadzono poddajac identyfi-
kacji 8 rodzajow biatek: albuming ludzka, kazeing, hemoglobing o, hemoglobine
B, inwolukryne, klaudyne-4, albumine bydleca oraz akwaporyne-1. Identyfikacje
przeprowadzono na podstawie dwoch cech biatek: liczby aminokwasow oraz
masy czasteczkowej. Zarowno liczba aminokwasow, jak i masa czasteczkowa
stanowigce opis biatek (patrz zalezno$¢ 1) sa wartosciami liczbowymi, mozna
wigc wprost podac je na wejscie sieci. Nieco inaczej jest z opisem klas, do Kto-
rych one nalezg. Klasy te podane sa w postaci nazw biatek, nie jest wigc mozli-
we wykorzystanie ich w takiej formie do uczenia sieci — konieczne jest zakodo-
wanie opisu klas w postaci liczbowej. Metod kodowania jest bardzo wiele,
w pracy zdecydowano si¢ wykorzystaé trzy (tabela 1):

— kodowanie liniowe — biatka zostaly ponumerowane liczbami catkowitymi od
0do7,

— kodowanie binarne — biatka podobnie jak w poprzedniej metodzie ponume-
rowano od 0 do 7, ale liczby zapisano w kodzie binarnym,

— kodowanie 1 z N — biatka opisano liczbami ztozonymi z 8 cyfr (bo tyle bia-

ek nalezato rozr6znic), ale w catej liczbie tylko jedna cyfra miata wartos¢ 1,

a pozostate 0.

Zestaw 1639 biatek uzytych do uczenia oraz symulacji pracy sieci zaczerp-
nigto z pracy poswieconej identyfikacji biatek [Madej 2013: 6], w ktorej wyko-
rzystano materiaty ze specjalistycznych baz danych, artykutéw oraz literatury
[www.mybiosource.com; www.uniprot.org; www.ncbi.nlm.nih.gov/pubmed;
www.drugbank.ca; www.ionsource.com].
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Tabela 1
Kody opisujace rodzaje bialek

Nazwa bialka Kod liniowy Kod binarny Kod1zN
Albumina ludzka 0 000 10000000
Kazeina 2 001 01000000
Hemoglobina a 2 010 00100000
Hemoglobina f 3 011 00010000
Inwolukryna 4 100 00001000
Klaudyna-4 5 101 00000100
Albumina bydleca 6 110 00000010
Akwaporyna-1 7 111 00000001

Wyniki badan

Uczenie sieci oraz symulacje¢ jej pracy przeprowadzono wykorzystujac pa-
kiet MatLab wyposazony w toolbox Neural Networks, pracujacy pod kontrolg
systemu operacyjnego Windows 8 na komputerze z procesorem Intel i5 3317
oraz 8GB pamigci RAM.

Tabela 2
Zestawienie wynikéw badan dla wszystkich analizowanych kodéw
Kod liniowy | Kod binarny Kod1zN
Min. 356 138 76
. . Max 8899 6376 1501
Liczba epok uczenia -
Srednia 1858 346 245
Mediana 1017 244 203
Min. 18,19 10,87 22,80
. Max 447,40 487,04 475,91
Czas uczenia [s] - -
Sredni 80,72 26,64 74,66
Mediana 51,04 18,88 61,29
Min. 100 99,39 96,94
Efektywno$¢ pracy [%] Max 100 100 100
Srednia 100 99,74 99,43
Niepowodzenie uczenia [%)] 3 0 0
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Rys. 3. Poréwnanie liczby epok ucze- Rys. 4. Porownanie czas6w uczenia

nia identyfikacji biatek w zaleznosci identyfikacji bialek w zaleznosci

od sposobu zakodowania danych od sposobu zakodowania danych

Badano wptyw sposobu zakodowania danych uczacych (zakodowania nazw
biatek) sieci na:

— czas uczenia mierzony w sekundach,
— liczbg epok uczenia,
— efektywno$¢ pracy nauczonej sieci.

Jak wspomniano wcze$niej, uczenie sztucznej sieci neuronowej nie jest pro-
cesem powtarzalnym — wptyw na jego przebieg maja wartosci poczatkowe wag
neuronow, ktore sa losowane oraz zalezny od nich ksztatt funkcji celu. W celu
uzyskania rzetelnych wynikoéw dla kazdego z wymienionych wyzej sposobow
kodowania 100-krotnie powtdrzono uczenie sieci oraz zbadano efektywnos$¢ jej
pracy. W tabeli 2 zebrano warto$ci minimalne, maksymalne, §rednie oraz me-
diany kazdego z badanych parametrow dla kazdego ze sposobow kodowania.

Najczesciej] mowiac o szybkos$ci uczenia sieci neuronowej, podaje sie tylko
liczbg epok. Liczba epok mowi nam jedynie, ile iteracji uczacych zostato wyko-
nanych, aby sie¢ si¢ nauczyla. Nie uwzglednia ona ztozono$ci obliczeniowej
algorytmu uczgcego oraz wynikajacej z roznicy w kodowaniu wyj$¢ sieci zmia-
ny rozmiaru jej parametrow. W omawianym przypadku ztozono$¢ algorytmu nie
ma znaczenia, gdyz kazdorazowo do uczenia sieci wykorzystywano metode
Levenberga-Marquardta. Jednak zmiana sposobu opisu nazw biatek skutkuje
zmiang rozmiaru macierzy wag warstwy wyjsciowej sieci, gdyz w przypadku
kodowania liniowego wykorzystywany jest tylko 1 neuron wyjsciowy, kodowa-
nia binarnego 3 neurony, a kodowania 1 z N az 8 neuronow. Powyzsze przestan-
ki spowodowaly, iz w niniejszej pracy ocena szybkosci uczenia sieci opiera si¢
na analizie liczby epok uczacych oraz czasu ucznia.

Oceniajgc uczenie sieci na podstawie liczby epok uczenia (tabela 2, rys. 3),
mozna stwierdzié, iz najlepiej wypada kodowanie 1 z N (do nauczenia sieci po-
trzeba $rednio 245 epok), niewiele odbiega kodowanie binarne (336 epok), zde-
cydowanie najwigcej iteracji uczacych wymaga kodowanie liniowe (1858 epok).
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Nieco inaczej wygladaja czasy uczenia (tabela 2, rys. 4), najszybciej uczy sie¢
sie¢ wykorzystujgca kod binarny (Sredni czas uczenia to 26,64 s), pozostate dwie
metody wypadaja znacznie gorzej: uczenie wykorzystujace kodowanie liniowe
potrzebuje $rednio 80,72 s, a kodowanie 1 z N 74,66 s. Wyniki te pokazuja jed-
noznacznie, iz wzroSt rozmiaru macierzy wag warstwy wyjsciowej negatywnie
wplynat na czas uczenia sieci.

(%] % Minimum B Maksimum ® Srednia
100

998 1

090.6 1

994 1

992 1

99

kodliniowy kodbinarny kodl zN

Rys. 5. Poréwnanie efektywnosci pracy sieci
w zaleznoS$ci od sposobu zakodowania danych

Efektywno$¢ pracy nauczonej sieci byta bardzo dobra. W przypadku kodo-
wania liniowego uzyskano 100% efektywnos¢ identyfikacji, zas§ w przypadku
kodowania binarnego wynosita ona 99,74%, a kodowania 1 z N 99,53% (tabela
2, rys. 5). Warto przypomnie¢, iz wykonano po 100 testow identyfikacji 1639
biatek.

Podsumowanie

Przeprowadzone badania miaty na celu zbadanie, czy i jaki wptyw na sku-
teczno$¢ uczenia sieci oraz na efektywnos$¢ jej pracy moze mie¢ sposob, w jaki
zakodowano dane wykorzystywane do jej uczenia. Rezultaty pozwalajg stwier-
dzi¢, iz w badanym przypadku:

— sposob zakodowania danych uczacych wpltywa na tatwos$¢ uczenia si¢ sieci,
nie stwierdzono jednak, aby wptywatl na zdolnos¢ sieci do nauczenia sie,

— przyporzadkowanie jednemu neuronowi wyjsciowemu wielu klas powodu-
je, iz uczenie sieci jest bardzo powolne i wymaga wykonania duzej liczby
iteracji (porownaj: kodowanie liniowe),

— przyporzadkowanie kazdemu neuronowi warstwy wyjsciowej tylko jednej
klasy powoduje duzy wzrost liczby wag warstwy wyj$ciowej, CO W konse-
kwencji wydtuza bezwzgledny czas uczenia (patrz: kodowanie 1 z N),
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Przeprowadzone badania dotyczyty tylko jednego zadania identyfikacji, dla-
tego tez — MiMo iz sg one zgodne z naszg intuicjg — w celu wyciagnigcia ogol-
nych wnioskow nalezatoby je rozszerzyc.
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Streszczenie

Uczenie jednokierunkowych wielowarstwowych sztucznych sieci neuronowych
jest zagadnieniem szeroko omawianym w literaturze. Autorzy wigkszo$ci opraco-
wan skupiajg si¢ na metodach uczenia, zdecydowanie mniej prac poswigconych jest
wplywowi preprocesingu danych na uczenie i efektywnos¢ pracy sieci.

Skoro uczenie sztucznych sieci neuronowych jest szukaniem funkcji odwzo-
rowujacej zbior danych wejsciowych w zbior oczekiwanych odpowiedzi, to
czego mozemy oczekiwac, jezeli zmienimy opis danych uczacych? Zmienia si¢
funkcja odwzorowujgca, a wigc szukamy innej funkcji, zatem jest mozliwe, iz
sposob kodowania danych wptywa na efektywnos$¢ uczenia i pracy sieci. Niniej-
sza praca dotyka przedstawione zagadnienie badajac wptyw sposobu zakodowa-
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nia opisu biatek na efektywnos$¢ uczenia oraz pracy sieci neuronowej identyfiku-
jacej rodzaj biatka.

Stlowa kluczowe: sztuczna sie¢ neuronowa, uczenie.

Influence of data description on efficiency of learning and job artificial
neural network on example of identification of proteins

Abstract

Learning feedforward multilayer neural networks is an issue widely dis-
cussed in the literature. The authors of the most works focus on methods of
learning, much less work is devoted to the influence of data preprocessing on
learning and the efficiency of the network.

If learning of artificial neural networks is finding the mapping function set
of input data into a set of expected responses, what you can expect if you change
the description of the data learners? Changes of mapping functions, and so we
are looking for another function, so it is possible that the encoding of data affects
the efficiency of learning and job of the network. This paper touches the issue
presented by examining the impact of coding method information about the pro-
teins on the effectiveness of learning and the work of the neural network identi-
fies the type of protein.

Key words: artificial neural network, learning.
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